
UNIVERZITA PALACKÉHO V OLOMOUCIPØÍRODOVÌDECKÁ FAKULTAKATEDRA MATEMATICKÉ ANALÝZY A APLIKACÍ MATEMATIKYSOUTÌ®NÍ PRÁCEKonstruke D-optimálního plánu mìøeníLangevinovy funke a nelineární regresní modelyv oboru Aplikovaná matematika

Mihaela Skopalíková©kolitelé: prof. RNDr. Ing. Lubomír Kubáèek, DrS., Dr.h..Mgr. Jaroslav Marek, Ph.D.Olomou 2009



Obsah1 Úvod 22 Formulae problému 42.1 U¾ití Levenberg{Marquardtova algoritmu . . . . . . . . . . . . . . 52.2 Design experimentu . . . . . . . . . . . . . . . . . . . . . . . . . . 63 Linearizované regresní modely 113.1 Algoritmus 1 { Lineární regresní model nepøímého mìøení vekto-rového parametru bez podmínek . . . . . . . . . . . . . . . . . . . 113.2 Algoritmus 2 { Lineární regresní model pøímého mìøení vektoro-vého parametru se systémem podmínek typu II . . . . . . . . . . 133.3 Porovnání vhodnosti volby modelù . . . . . . . . . . . . . . . . . 174 Závìr 18

1



1 ÚvodMagnetiké materiály díky velkému aplikaènímu poteniálu vzbuzují znaèný zá-jem odborné veøejnosti. Ukazuje se toti¾, ¾e bude-li se zmen¹ovat velikost magne-tikého materiálu, zaène pod svou urèitou, pro daný materiál harakteristikou,velikostí vykazovat zela odli¹né magnetiké vlastnosti ne¾ jeho makroskopikýprotìj¹ek. To je zpùsobeno tím, ¾e magnetiké hování v þnanosvìtìÿ je ji¾ øízenojinými fyzikálními zákony, ne¾ v þmakrosvìtìÿ. V drtivé vìt¹inì pøípadù je pakmo¾né pozorovat takové magnetiké hování, které je velmi pøíznivé a pøita¾livépro jeho následnou aplikai v praxi.Z aplikaèního hlediska jsou jedním z nejvýznamnìj¹íh druhù magnetikýh ma-teriálù slouèeniny na bázi ¾eleza a oxidù ¾eleza. Jsou-li tyto slouèeniny navípøipraveny v nanometrovém rozmìru, mají obrovské vyu¾ití (napø. pigmenty v zá-znamovýh médiíh, kontrastní látky v nukleární magnetiké rezonani, opravaDNA kódù, ílená léèba rakoviny atd.).Rozli¹ují se dva pøístupy jak je mo¾né syntetizovat nanoèástie, fyzikální a he-miký. Výsledkem obou tìhto pøístupù jsou rùzné systémy magnetikýh nano-èásti, li¹íí se pøedev¹ím svým rozmìrem.Jakmile je takovýto systém nanoèásti pøipraven, je nutné zjistit jeho magnetiké
= y

= x

Køivka prvotní magnetizace

Obrázek 1: Hysterézní smyèka a její významné body harakterizujíí zkoumanýmagnetiký materiálvlastnosti, na základì kterýh se poté rozhoduje, zda-li tento nasyntetizovaný sys-tém splòuje po¾adavky kladené danou aplikaí. Základní harakteristikou ka¾déhomagnetikého materiálu èi nanomateriálu je magnetizae. Je to fyzikální velièina,která jednoznaènì popisuje magnetiký stav zkoumaného vzorku. Magnetizaemateriálu nebo nanomateriálu se vìt¹inou mìøí buï pøi rùzné teplotì, ale s kon-stantním vnìj¹ím magnetikém polem, nebo pøi konstantní teplotì, ale s mìníímse vnìj¹ím magnetikým polem. Výstupem druhého zmínìného postupu mìøeníje tzv. polní závislost magnetizae, která bývá obvykle oznaèována jako hyste-2



rezní smyèka. Z hysterezní smyèky je mo¾né stanovit nìkolik parametrù, kteréjednoznaènì harakterizují daný materiál. Na základì hodnot tìhto parametrùlze poté jednoznaènì rozhodnout, zda-li je materiál vyhovujíí pro po¾adavkydané aplikae èi nikoliv.Jak ji¾ bylo øeèeno, pro získání hysterézní smyèky je nutné zahovat pøi jejímmìøení konstantní teplotu a mìnit sílu vnìj¹ího magnetikého pole.Z matematikého hlediska to znamená, ¾e síla vnìj¹ího magnetikého pole je ne-závisle promìnnou x, zatímo mìøená magnetizae je závisle promìnnou y.Na obrázku 1. je názornì zobrazen prùbìh hysterézní smyèky.Nanometrové magnetiké materiály vykazují jeden ze zvlá¹tníh fenoménù,který je právì stì¾ejní pro jejih praktiké vyu¾ití. Tento jev se nazývá superpa-ramagnetismus a jeho hysterezní smyèka prohází poèátkem (obrázek 2.).Ji¾ v roe 1905 franouzský fyzik Pierre Langevin odvodil pro hysterezní smyèkuv superparamagnetikém stavu závislost danou tímto pøedpisem
y = l1 · oth(l2 · x)− l1

l2 · x,kde parametry l1 a l2 jsou fyzikální konstanty harakterizujíí jednoznaènì zkou-maný nanomateriál.

Obrázek 2: Hysterézní smyèka superparamagnetikého nanometrového materiálu.3



Na¹ím ílem bude najít odhady parametrù této funke pro data z fyzikálníhoexperimentu. Odhad neznámýh parametrù byhom mohli najít pomoí nìkte-rýh numerikýh algoritmù pro nelineární regresi. Tímto pøístupem se v¹ak v tétoprái zabývat nebudeme. K aproximai pou¾ijeme regresní model, kdy¾ nejprvenelineární funki pomoí Taylorova rozvoje pøevedeme na lineární aproximai.V situai, kdy experimentátor je¹tì nemìøil, je ná¹ íl je¹tì vìt¹í. Máme navrh-nout body, ve kterýh má být mìøení uskuteènìno tak, aby pøesnost odhaduneznámýh parametrù Langevinovy funke byla o nejvìt¹í. To je ná¹ nejdùle¾i-tìj¹í úkol.V numeriké èásti budeme aplikovat navr¾ené algoritmy na data z mìøení na-noèásti Gamma formy oxidu ¾elezitého, jejih¾ støední rozmìr nabývá hodnotypøibli¾nì 15 nm. Tyto nanoèástie byly pøipraveny teplotní dekompozií oktanu¾eleznatého pøi teplotì 360◦ C. Experimentální mìøení bylo provedeno ve 150bodeh vybranýh z intervalu −70000 Oe a¾ 70000 Oe a bylo provedeno v Nano-entru Univerzity Palakého v Olomoui.2 Formulae problémuMìjme namìøené hodnoty (Y1, Y2, . . . YN)′ parametru β v bodeh (x1, x2, . . . xN )′urèenýh deterministiky. Hodnoty xi, i = 1, . . . , N , reprezentují stanovenousílu vnìj¹ího magnetikého pole a hodnoty Yi, i = 1, . . . , N , pøedstavují mìøeníodpovídajíí magnetizae materiálu.Hodnoty závislé promìnné mohou být vyjádøeny pomoí Langevinovy funketakto:
Yi = l1 · oth(l2 · xi)− l1

l2 · xi

, i = 1, . . . , N .Model mìøení lze popsatYN ∼ NN
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l1 · oth(l2 · x1)− l1
l2·x1

l1 · oth(l2 · x2)− l1
l2·x2...

l1 · oth(l2 · xN )− l1
l2·xN


 ,� .Z neznámýh parametrù vytvoøíme vektor� = [l1, l2℄′.Cílem mìøení je nalézt odhady β̂ skuteènýh hodnot β a dále odhady parametrù�̂ = [l1, l2℄′ vystupujííh v Langevinovì funki tak, aby platilo

gi(β,�) = l1 · oth(l2 · xi)− l1
l2 · xi

− βi = 0 ,

i = 1, . . . , N .4



2.1 U¾ití Levenberg{Marquardtova algoritmuV dal¹íh èásteh práe se budeme setkávat s problematikou nalezení poèáteè-ního øe¹ení pro navr¾ené algoritmy. Pro tento úèel budeme vyu¾ívat algoritmusLevenberg - Marquardt. Tento algoritmus se øadí do tøídy nelineárníh metodnejmen¹íh ètverù, jejih¾ ílem je odhadnout hodnoty neznámýh parametrùzkoumané nelineární funke. Tento algoritmus je kombinaí dvou numerikýhmetod (metody nejvìt¹ího spádu a Gauss{Newtonovy metody).V metodì nejvìt¹ího spádu jsou iterae dány vztahem�(k+1) = �(k) − λk∇g(�(k)) , (1)kde
λ = argming(�(k) − λk∇g(�(k))) .Tato metoda u¾ívá k výpoètu hodnot první derivae funke g.Newtonova metoda vyu¾ije i druhýh derivaí a iterae jsou urèeny vzorem�(k+1) = �(k) − [H(�(k))]−1

∇g(�(k)) . (2)kde H(�(k))je Hessián, t.j. matie druhýh derivaí funke g v bodì �(k).Ve speiální optimalizaèní úloze { metodì nejmen¹íh ètverùminG(�) = ||g(�)||22 = g(�)′g(�)se pou¾ívá Gauss{Newtonova metoda. Zde je Hessián v Gaussovì metodì nahra-zen násobením dvou Jaobiánù (mati prvníh derivaí) funke g, tzv. pseudo-hessiánu, který má tvar [Jg(�(k))′Jg(�(k))] .Iteraèní pøedpis je�(k+1) = �(k) − [Jg(�(k))′Jg(�(k))]−1 Jg(�(k))′g(�(k)) . (3)nebo
[Jg(�(k))′Jg(�(k))] (△�)(k) = −Jg(�(k))′g(�(k)) . (4)Levenberg (1944) a Marquardt (1963) navrhli hybridní metodu mezi metodounejvìt¹ího spádu a Gauss-Newtonovou metodou.

[Jg(�(k))′Jg(�(k)) + λI] (△�)(k) = −Jg(�(k))′g(�(k)) . (5)5



Pro λ → 0 Levenberg{Marquardtova metoda pøehází ke Gauss{Newtonovì me-todì a pro λ → ∞ k metodì nejvìt¹ího spádu.Pokud platí g(�(k) + (△�)(k)) < g(�(k−1) + (△�)(k−1))zmen¹ení λ (napø. vydìlením 2) vede ke zryhlení konvergene algoritmu.Nevýhodou tohoto numerikého algoritmu je skuteènost, ¾e není k dispozii odhadpøesnosti nalezeného øe¹ení.Numerikou realizaí Levenberg{Marquardtovy metody (obrázek 3.) dostá-váme v na¹í úloze odhad poèáteèního øe¹ení pro parametry l1 a l2 Langevinovyfunke: �0 = ( −0,04686560
−0,00010270 )

Obrázek 3: Odhad poèáteèního øe¹ení
2.2 Design experimentuVzhledem k tomu, ¾e mìøení probíhá ve 150 experimentálníh bodeh rovno-mìrnì, lze pøedpokládat, ¾e nìkteré z tìhto bodù budou pro výsledné modelování6



víe èi ménì dùle¾ité. Proto se v této seki budeme vìnovat návrhu optimálníhoplánu mìøení za úèelem zefektivnìní mìøíího proesu a zároveò zpøesnìní odhadùvýslednýh parametrù. Z tohoto dùvodu vytvoøíme D - optimální plán mìøení,který minimalizuje kon�denèní oblasti odhadovanýh parametrù.S vyu¾itím monogra�e [2℄, nade�nujeme postup, jen¾ vede k sestavení D - opti-málního návrhu experimentu pro danou funki.Nejprve si vytvoøíme známou matii plánu F ve tvaru
{F}i· = ∂f(xi,�0)

∂�′
= (∂f(xi,�0)

∂l1 , . . . ,
∂f(xi,�0)

∂lk

)
, (6)kde f(xi,�) = l1 · oth(l2 · xi)− l1

l2 · xi

.

i-tý øádek matie F oznaèíme f ′i , jednoduhým výpoètem dostávámef ′i = (oth (l2 · xi)− 1
l2 · xi

,
−l1 · xisinh (l2 · xi)2 + l1

l22 · xi

)
.De�nie 2.1. Mno¾ina

ǫ = {e1, . . . , er} (7)identi�kaèníh znakù pøímo mìøitelnýh parametrù se nazývá mno¾inou experi-mentálníh bodù.De�nie 2.2. Funki δ : {e1, e2, . . . , er} → 〈0, 1〉 pro kterou platí
δi = δ(ei) ≥ 0, i = 1, 2, . . . , r, r∑

i=1 δ(i) = 1 , (8)budeme nazývat plán experimentu.Èíslo δ(i) udává relativní poèet replikaí i-té slo¾ky observaèního vektoru.De�nie 2.3. Spektrum návrhu experimentu jeSp(δ) = {e : δ(e) > 0, e ∈ ǫ} (9)a obsahuje tìh n (n ≤ r) identi�kaèníh znakù mno¾iny experimentálníh bodù,kterým plán δ pøiøadil nenulovou hodnotu.De�nie 2.4. Informaèní matií experimentu nazvemeM(δ) = ∑

i∈Sp(δ) δ(i)λifif ′i , (10)kde f ′i, i = 1, . . . , r je i-tý øádek matie F.7



Popi¹me nyní zpùsob realizae mìøení pro dané Sp(δ).Poznámka 2.1. Prvky ei z mno¾iny Sp(δ) nám urèují, ¾e mìøení v i-tém bodìopakujeme ri-krát. Platí ri = δ(i)N , kde N je elkový poèet v¹eh mìøení.Vìta 2.1. Neh» je dána realizae mìøení dle plánu experimentu uvedenéhov pøedhozí poznáme. Pro tento návrh δ máme k dispozii nejlep¹í nestrannýlineární odhad parametru (BLUE)
β̂(Yδ) = (F′

δ�δFδ)−1F′

δ�δYδ (11)Fδ vytvoøme z vybranýh øádky fi, i = 1, . . . , r, pro které ei ∈ Sp(δ) | tyto øádkyoznaèíme indexy i1, . . . , in.Obdobnì matii �δ vytvoøme z matie � vyneháním øádkù a sloupù s indexy,kterým plán δ pøiøadil nulovou hodnotu:�δ = 


λi1r(i1) 0 . . . 00 λi2r(i2) . . . 0
. . .0 0 . . . λinr(in)  . (12)Pak kovarianèní matie odhadu (11) jeVar(β̂(Yδ), N) = σ2

N
M−1(δ) (13)De�nie 2.5. Tøídu v¹eh návrhù δ takovýh, ¾e M(δ) je pozitivnì de�nitníoznaèíme �reg. Návrh δ∗D je D-optimální, kdy¾det (M−1(δ∗D)) = min{det (M−1(δ)) , δ ∈ �reg} . (14)Vìta 2.2. Následujíí tvrzení jsou ekvivalentní:1. Návrh δ∗D je D-optimální.2. max {λif ′iM−1(δ∗D)fi : i = 1, . . . , r} == min{max{λjf ′jM−1(δ∗D)fj : j = 1, . . . , r} : δ ∈ �reg} . (15)3. max {λif ′iM−1(δ∗D)fi : i = 1, . . . , r} == k . (16)Dùkaz: Viz [2℄Následujíí tvrzení poskytne iteraèní algoritmus pro nalezení optimálního návrhu.8



Vìta 2.3. Neh» pro posloupnost návrhù δ1, δ2, . . . platí
δs+1 = (1− α∗s + 1)δs + α∗

s+1λi∗
s+1fi∗s+1f ′i∗s+1 , (17)kde i∗s+1 urèíme z rovnie

λi∗
s+1d(ei∗

s+1 , δs) = max {λid(ei, δs) : i = 1, . . . , r} . (18)a kde λ∗

s+1 urèíme z rovnie
α∗

s+1 = λi∗
s+1d(ei∗

s+1, δs)− k[λi∗
s+1d(ei∗

s+1 , δs)− 1℄− k
, (19)kde

d(ei, δ) = f ′iM−1(δ∗D)fi : δ ∈ �reg . (20)Neh» δi 6= δ∗D, i = 1, 2, . . . , paklim
n→∞

det (M(δs)) = det (M(δ∗D)) . (21)Dùkaz: Viz [2℄Algoritmus 2.1. Neh» mìøení mù¾eme provádìt v experimentálníh bodeh
x = {−70000,−68000, . . . , 68000, 70000}. Plán experimentu pro získání odhadùneznámýh parametrù Langevinovy funke má informaèní matiiM(δi) = ( M11 M12

M12 M22 ) .kde
M11 = 150∑

i=1 δi ·

(oth (l2 · xi)− 1
l2 · xi

)2
,

M12 = 150∑
i=1 δi ·

((oth (l2 · xi)− 1
l2 · xi

)(
−l1 · xisinh (l2 · xi)2 + l1

l22 · xi

))
,

M22 = 150∑
i=1 δi ·

(
−l1 · xisinh (l2 · xi)2 + l1

l22 · xi

)2
.Cheme najít D-optimální plán, tedy najít index i∗ pro který je výraz

{
λif ′iM−1(δ)fi : i = 1, . . . , r}9



maximální.V bodì i∗ zvý¹íme poèet mìøení a dále vytvoøíme konvexní kombinai na¹í infor-maèní matie s informaèní matií jednobodového návrhu pro index i∗.Urèíme dal¹í iterae informaèní matieM(δi+1) = (1− α)M(δi) + αλi∗fi∗f ′i∗ ,pro i = 1, . . . , r.Algoritmus ukonèíme pokudmax{λif ′iM−1(δ∗D)fi : i = 1, . . . , r} > k + ε .Koe�ient α pøed informaèní matií jednobodového návrhu mù¾e být v prvnímkroku pøevráená hodnota poètu bodù ve spektru prvního návrhu. V dal¹íhiteraíh mù¾e být získáno pøevráením èísla o jedna vìt¹ího ne¾ v pøedházejííiterai.Poznámka 2.2. V uvedeném algoritmu je nutné v ka¾dém kroku realizovat vý-poèet nové inverzní matie. Zde lze u¾ít trik, kdy novou inverzní matii urèímez pøedhozí. To sní¾í èasovou slo¾itost algoritmu. Matii (M(δi+1))−1 lze dle Bo-xovy vìty urèit takto(M(δi+1))−1 = 11− α
(M(δi))−1 − 11− α

(M(δi))−1 αfi∗f ′i∗1 + α1−α
λif ′i∗(M(δi))−1fi∗

·
11− α

(M(δi))−1 .

Obrázek 4: Optimální body mìøení Langevinovy funke a jejih vizualizae nahysterézní smyèe
10



Na základì vý¹e uvedeného postupu jsme získali body, jak je vidìt z obrázku4., v nih¾ je vhodné provést mìøení Langevinovy funke. Tyto body mù¾emepova¾ovat za optimální. Jedná se o mìøení v bodeh −70000 Oe a −16000 Oe,pøièem¾ relativní èetnosti mìøení v tìhto bodeh jsou 0,498 a 0,499.Vzhledem k tomu, ¾e se jedná o plán mìøení symetriké funke, je tøeba je¹tìvydìlit relativní èetnosti mìøení v jednotlivýh bodeh dvìmi a mìøení provést iv bodeh 16000 Oe a 70000 Oe. Relativní èetnosti mìøení v tìhto ètyøeh bodehbudou tedy 0,249, 0,250, 0,250 0,249.3 Linearizované regresní modelyZ D - optimálního plánu mìøení Langevinovy funke jsme získali mno¾inu vý-znamnýh experimentálníh bodù, pro které zkonstruujeme lineární regresní mo-dely za úèelem odhadu parametrù Langevinovy funke. Nejprve se zamìøme naohady parametrù v modelu bez podmínek a potom se zamìøíme na model sesystémem podmínek. Na závìr výsledky obou pøístupù porovnáme.3.1 Algoritmus 1 { Lineární regresní model nepøíméhomìøení vektorového parametru bez podmínekProvedené mìøení je ze statistikého hlediska mo¾né pova¾ovat za nelineární re-gresní model nepøímého mìøení vektorového parametru, ve tvaruY ∼ [φ(�),�℄, (22)kde φ(�) je známá (v na¹em pøípadì nelineární) funke.Abyhom mohli pøistoupit k výpoètu hodnot odhadù parametrù Langevinovyfunke, je potøebné provést linearizai modelu (22). Je-li φ(�0) známý vektor,lze model rozvinout do Taylorovy øady v ní¾ zanedbáme èleny druhého a vy¹¹íhøádù. Po provedení linearizae lze model psát ve tvaruYδ ∼n

(Fδ�, σ2�−1
δ

)
, (23)kde � = [l1, l2℄′ je vektor neznámýh parametrù, σ2�−1

δ je varianèní matie a
{Fδ}i· = ∂φi(xi,�0)

∂�′
= (∂φi(xi,�0)

∂l1 , . . . ,
∂φi(xi,�0)

∂lk

)
, (24)pøièem¾

∂φi

∂l1 = oth (l2 · xi)− 1
l2 · xi

,

∂φi

∂l2 = −l1 · xisinh (l2 · xi)2 + l1
l22 · xi11



je známá matie plánu pro body xi, kde i ∈ Sp(δ∗D) = {i : δ∗D(i) > 0} = {i1, . . . , in}.Nyní Yδ =  1
ri1 ∑ri1

i=1 Y1,i...1
rin

∑rin

i=1 Yn,i


 (25)je tedy nový observaèní vektor s varianèní matií ve tvaruVar (Yδ

) = σ2 1
ri1 . . . 1

rin


 = σ2�−1

δ . (26)Vìta 3.1. Neh» je dán linearizovaný regresní model nepøímého mìøení vektoro-vého parametru (23). Pak BLUE parametru � je dán ve tvaru�̂δ = (F′

δ�δFδ)−1 F′

δ�δYδ, (27)s varianèní matií Var(�̂δ

) = σ2 (F′

δ�δFδ)−1
. (28)Dùkaz: Viz [2℄Po aplikai vý¹e uvedeného postupu jsme získali následujíí odhady parametrù

l1 a l2 Langevinovy funke �̂δ = ( −0,05023335
−0,00009303 ) .Variane tìhto odhadù je potomVar(�̂δ

) = ( (2,1730 · 10−4)2 −2,0673 · 10−10
−2,0673 · 10−10 (1,2262 · 10−6)2 ) .Gra�ká reprezentae výsledkù je zobrazena na obrázku 5.
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Obrázek 5: Model nepøímého mìøení vektorového parametru3.2 Algoritmus 2 { Lineární regresní model pøímého mì-øení vektorového parametru se systémem podmínektypu IIMìjme hodnoty (Y ∗1 , Y ∗2 , . . . Y ∗

N)′ parametru β v bodeh (xi1 , xi2 , . . . xin)′ urèenýhdeterministiky. Hodnoty xi, i = i1, . . . , in reprezentují stanovenou sílu vnìj¹íhomagnetikého pole a hodnoty Y ∗

i , i = 1, . . . , N pøedstavují mìøení odpovídajíímagnetizae materiálu v bodeh vybranýh D - optimálním návrhem mìøení,pøièem¾ elkový poèet mìøení (N) zùstal zahován. Hodnoty závislé promìnnémohou být vyjádøeny pomoí Langevinovy funke takto:
Y ∗

i = l1 · oth(l2 · xi)− l1
l2 · xi

, i = i1, . . . , in . (29)Nelineární model mìøení lze tedy popsatYδ ∼ Nn







β1
β2...
βn


 ,� , (30)
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pøièem¾ musí platit
gi(β,�) = l1 · oth(l2 · xi)− l1

l2 · xi

− βi = 0 , (31)
i = i1, . . . , in ,kde � = [l1, l2℄′,je vektor neznámýh parametrù.Cílem mìøení je nalézt odhady ̂̂βδ skuteènýh hodnot β a dále odhady parametrù

̂̂�δ = [l1, l2℄′ vystupujííh v Langevinovì funki tak, aby splnili (32).Stejnì, jako tomu bylo u modelu nepøímého mìøení vektorového parametru bezpodmínek, je potøebné i zde provést linearizai modelu pomoí Taylorova rozvoje.Nelineární podmínky g(β,�) = (g1(β,�), . . . , gn(β,�))′ = 0 lze po linearizaipomoí Taylorova rozvoje psát v symbolikém zápisu Bδβ +Gδ� + b = 0, kdeB = ∂g(β0
,�0)

∂β
′ , G = ∂g(β0

,�0)
∂�′ , a b = g(β0,�0) v pøibli¾ném øe¹ení (β0,�0).Dále matie B má strukturuB =  b11 0 . . . 0 00 b22 . . . 0 0

. . .0 0 . . . 0 bnn


 , (32)kde

bii = −1
G = ∂g(β0,�0)

∂�′
=  ∂g1

∂l1 ∂g1
∂l2... ...

∂gi

∂l1 ∂gi

∂l2... ...
∂gn

∂l1 ∂gn

∂l2



(33)
kde

∂gi

∂l1 = oth (l2 · xi)− 1
l2 · xi

,

∂gi

∂l2 = −l1 · xisinh (l2 · xi)2 + l1
l22 · xi

,14



kde i = i1, . . . , inNyní najdeme odhad parametrù v linearizovaném modelu. K tomuto úèelu vyu-¾ijeme teorii lineárníh statistikýh modelù uvedenou v [2℄, resp. model pøíméhomìøení vektorového parametru se systémem podmínek typu II.De�nie 3.1. Model pøímého mìøení s podmínkou II. typu na parametry 1. øádumá tvar Yδ ∼n (Xβ, σ2�−1
δ ), (34)b+Bβ +G� = 0 , (35)kde β ∈ Rk1,� ∈ Rk2 jsou neznámé.Jestli¾e h(X(n,k)) = k1 < n, h(B(q,k1),G(q,k2)) = q < k1 + k2, h(G) = k2 < q amatie �−1

δ je pozitivnì de�nitní, potom model nazýváme regulárním.Dále budeme uva¾ovat pouze regulární model.Vìta 3.2. BLUE vektoru ( ̂̂
βδ

̂̂�δ

) jsou dány vztahy
̂̂
βδ = β̂δ − (X′�δX)−1B′

[T−1 −T−1G(G′T−1G)−1G′T−1] (b+Bβ̂δ)(36)
̂̂�δ = −(G′T−1G)−1G′T−1(b+Bβ̂) (37)kde T = B(X′�δX)−1B′ +GG′, (38)

β̂δ = (X′�δX)−1X′�δYδ (39)(β̂δ je odhad nerespektujíí podmínku týkajíí se parametrù β,�).Dùkaz: Viz [4℄Vìta 3.3. Kovarianèní matie odhadu ̂̂βδ jeVar(̂̂βδ) = σ2 {I− (X′�δX)−1B′
[T−1 −T−1G(G′T−1G)−1G′T−1]B} ·(X′�δX)−1 {I− (X′�δX)−1B′·

·
[T−1 −T−1G(G′T−1G)−1G′T−1]B′

}
. (40)Dùkaz: Viz [4℄ 15



Vìta 3.4. Kovarianèní matie odhadu ̂̂�δ jeVar( ̂̂�δ) = σ2 {(G′T−1G)−1 − I} . (41)Dùkaz: Viz [4℄Na obrázku 6. jsou uvedeny výsledky dosa¾ené na základì vý¹e uvedenéhomodelu. Na¹im úkolem bylo opìt odhadnout parametry Langevinovy funke. Jakji¾ bylo øeèeno, k odhadu poèáteèního øe¹ení jsme pou¾ili Levenberg - Marquar-dtùv algoritmus.Odhady parametrù l1 a l2 na základì mìøení provedeného dle D - optimálníhoplánu jsou následujíí:
̂̂�δ = ( −0,04356664

−0,00010697 )a variae tìhto odhadù je potomVar(̂̂�δ

) = ( (1,0865 · 10−4)2 −5,1684 · 10−11
−5,1684 · 10−11 (6,1312 · 10−7)2 ) .

Obrázek 6: Model pøímého mìøení vektorového parametru s podmínkami typu II
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3.3 Porovnání vhodnosti volby modelùAbyhom mohli porovnat kvalitu obou vý¹e zmínìnýh nelineárníh regresníhmodelù, pou¾ijeme jako kritérim tzv. reziduální souèet ètverù, který je de�no-vaný jako S = n∑i=1 (Yδi − Ŷδi), (42)kde Yδi
a Ŷδi

jsou pozorované, resp. vyrovnané hodnoty závisle promìnné Yδ.Podle tohoto kritéria je vhodnìj¹í ten model, pro nìj¾ nabývá tato statistikani¾¹í hodnoty.Proto¾e poèet regresníh parametrù významnì ovlivòuje výslednou hodnotu S,je vhodnìj¹í pro srovnání pou¾ít tzv. reziduální rozptyl, tedyse2 = Sn− p , (43)kde n je poèet uskuteènìnýh mìøení a p je poèet regresníh parametrù.Jako dal¹í kritérium pro srovnání modelù jsme pou¾ili tzv. index determinaede�novaný jako I2 = 1−∑ni=1(Ŷδi −Yδi)2∑ni=1(Yδi −Yδi)2 (44)a který nabývá hodnot z intervalu 〈0, 1〉.V¹ehny dosa¾ené výsledky a tato srovnání uvádíme v pøehledové tabule (1).Parametr Model bez podmínky Model se systémem podm. typu IIOdhad l1 −0,05023335 −0,04356664Odhad l2 −0,00009303 −0,00010697Var (l1) (2,1730 · 10−4)2 (1,0865 · 10−4)2Var (l2) (1,2262 · 10−6)2 (6,1312 · 10−7)2S 1,8478 · 10−3 7,3394 · 10−3se2 4,1247 · 10−6 1,6383 · 10−5Index determinae 0,995626 0,993818Tabulka 1: Srovnání hodnot pro odhady parametrù Langevinovy funke pomoípou¾itýh regresníh modelùNa základì tìhto výsedkù mù¾eme konstatovat, ¾e pro odhad neznámýhparametrù Langevinovy funke je vhodnìj¹í pou¾ít model bez podmínek.17



4 ZávìrV pøedkládané prái jsme se zabývali problematikou odhadu neznámýh para-metrù Langevinovy funke. Za tímto úèelem jsme danou funki linearizovali asestavili jsme dva lineární modely. Model nepøímého mìøení vektorového parame-tru bez podmínek a model pøímého mìøení vektorového parametru se systémempodmínek typu II. U pùvodního plánu experimentu byl tedy observaèní vektortvoøen tøemi opakovanými mìøeními, jen¾ byli provedeny ve 150 bodeh vybra-nýh z intervalu −70000 Oe a¾ 70000 Oe.Kovarianèní matie odhadù tìhto neznámýh parametrù byli u obou modelùtémìø toto¾né, tedyVar(�̂) = Var(̂̂�) = ( (4,2640 · 10−4)2 −9,2596 · 10−10
−9,2596 · 10−10 (2,4668 · 10−6)2 ) .Shoda výsledkù pøi pou¾ití dvou rùznýh lineárníh modelù signalizuje, ¾e proeslinearizae ovlivnil výsledky pouze nepatrnì.Cílem této práe v¹ak bylo pøedev¹ím optimalizovat experimentální mìøení.Abyhom nalezli body, které jsou skuteènì významné pro experimentální mìøení,navrhli jsme D - optimální plán mìøení. Výsledky tohoto pøístupu jsme dále po-u¾ili pro sestavení ji¾ vý¹e zmínìnýh lineárníh modelù. V tomto pøípadì u¾ bylv¹ak observaèní vektor odli¹ný. 450 mìøení, jen¾ jsme mìli k dispozii, jsme roz-lo¾ili pouze do tìh bodù, jen¾ byly D - optimálním plánem vyhodnoeny jakovýznamné. Z optimalizovaného plánu experimentu jsme dosáhli tìhto výsledkù.Získali jsme kovarianèní matii odhadù získanýh z modelu nepøímého mìøenívektorového parametru bez podmínekVar(�̂δ

) = ( (2,1730 · 10−4)2 −2,0673 · 10−10
−2,0673 · 10−10 (1,2262 · 10−6)2 )a kovarianèní matii odhadù získanou z modelu pøímého mìøení vektorovéhoparametru se systémem podmínek typu IIVar(̂̂�δ

) = ( (1,0865 · 10−4)2 −5,1684 · 10−11
−5,1684 · 10−11 (6,1312 · 10−7)2 ) .Porovnání kovarinèníh mati z pùvodního plánu experimentu a z optimalizo-vaného plánu experimentu ukazuje neèekanì výrazné vylep¹ení pøesnosti odhadù.Za úspìh lze pova¾ovat i takový výsledek, který by znamenal 10-ti nebo 20-tiproentí zmen¹ení smìrodatnýh odhylek. Efekt optimalizae je v¹ak v na¹empøípadì daleko výraznìj¹í. 18
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